RECOGNITION OF CAR TYPE FROM IMAGE

Tomas SMID, Master Degree Programme (5)
Dept. of Computer Graphics, FIT, BUT
E-mail: xsmidt02@stud.fit.vutbr.cz

Supervised by: Dr. Adam Herout

ABSTRACT

This document describes problem of recognition and of car type from its photography.
This problem belongs to computer vision and artificial intelligence. The solution contains 3
main parts. First is preprocessing which is solved by image processing algorithms. Next part
is feature extraction which means description of car. Last is classification, which classifies the
pictures of car into desired classes. As a classification method the feed-forward artificial
neural network with back-propagation learning algorithm is used.

1 UVOD

Ukolem tohoto projektu je navrhnout a implementovat systém pro automatické
rozpoznavani a klasifikaci typu auta z obrazku. Vstupem jsou obrazky aut z ¢elniho pohledu
pofizené pevné umisténymi kamerami nad vozovkou ze systému automatického sledovani
dopravy. Vystupem pak je jméno typu (znacky) auta, napiiklad Mercedes, Audi, BMW a
dalsi. ReSeni se skladd znékolika ¢asti, prvni je piedzpracovani obrazkli pouzitim metod
zpracovani rastrovych obrazl, dals$i je extrakce ptiznakli a posledni faze je pak vlastni
klasifikace jednotlivych typt aut.

2  PREDZPRACOVANI

Z celého obrazku potizeného kamerou (viz obr. 1) je vybran region z4jmu s relativni
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Obr. 1:  Priklad vstupniho obrazku auta



polohou vii€i registrani znacce, ktera je urcena detektorem projizdéjicich automobila
(viz obr. 2).

Obr.2:  Region zdjmu ziskany z obr. 1

3 EXTRAKCE PRIZNAKU

V této fazi je potieba ziskat popis objektu na obrazku. V tomto nebo-li vektor ptiznak.
Ptiznak nebo-li markant je hodnota, kterd charakterizuje a popisuje obrazek objektu nebo cast
obrazku. Jako ptiznaky Ize pouzit naptiklad nékteré statistick¢ metriky jako je primér hodnot
pixeli v obrazku, standardni odchylka, rozptyl, variance, momenty a dal§i. Takovyto
priznakovy popis musi byt dostatecné podrobny, ¢ehoz lze dosdhnout rozdélenim obrazku na
malé stejné velké oblasti. Na obrazku obr. 3 mizeme vidét ptiklad takového rozdéleni pro
obrazek obr. 2. na 112 oblasti.

Obr. 3:  Rozdéleni obr. 2 na oblasti

Pti rozpoznavani aut z obrazku neni dulezita barva auta, ale pouze tvar a rizné detaily.
S vyhodou lze tedy pouzit hranové operatory, jako je naptiklad Sobeliiv operator [1] na
obrazku obr. 4

Obr.4:  Vysledny obrazek Sobelova operdtoru

Je mozné pouzit i jiné hranové filtry aproximujici prvni derivaci, jako je Roberts,
Laplace, Kirsch a také hranové detektory aproximujici druhou derivaci jako jsou LoG, DoG,

vvvvvv

operator, ktery je malo citlivy na Sum a ma dobrou odezvu.

Pomoci hranového operatoru lze popsat tvarové charakteristiky a odliSnosti riznych
typi aut. Pfiznakovy vektor pro jeden obrazek se vytvoii tak, ze se postupné prochazi
jednotlivé oblasti a spocitaji hodnoty ptiznaki.



4 KLASIFIKACE

Klasifikace znamena zatadit ¢i dany objekt na obrazku do ptislusné tiidy tedy k obrazku
auta priradit ndzev typu. MlZe to byt ndzev tovarni znacky (jako tieba Mercedes), nazev typu
(Skoda Felicie) nebo i verze typu (Skoda Felicie star$i). V tomto piipadé se jedna o
vicehodnotovou klasifikaci. Klasifika¢nich algoritmii je cela fada, vtomto projektu
pouzivame umélou neuronovou sit’ [2] se dvéma vrstvami neuronll a s uc¢icim algoritmem
back-propagation. Pocet neuront ve vystupni vrstvé je shodny s poctem klasifikovanych tfid,
pocet neuronti ve skryté vrstvé je ptiblizn¢ polovina z velikosti vstupniho vektoru. VSechny
neurony Vv siti maji jako aktiva¢ni sigmoidu. Pro trénovéani a testovani neuronové sité je
potfeba vytvofit trénovaci a testovaci sadu. Postupné se berou vSechny obrazky z pfislusné
databaze, pro kazdy se vytvoii piiznakovy vektor a ten se zapiSe do souboru. Jsou tak
vytvofeny soubory trénovaci a testovaci sady a ty jsou vstupem do neuronové site.

5 VYSLEDKY A ZHODNOCENI

Podle navrhu a znalosti z predchozich kapitol byla implementovana prvni verze systému
pro rozpoznavani aut z obrazkl. Byla vytvofena trénovaci sada o velikosti 100 obrazka a
testovaci sada o velikosti 450 obrazka. Pocet klasifikovanych tfid je 32. Obrazek je po
predzpracovani rozdélen na 112 superpixeld, u kazdého se pocitaji dva ptiznaky. Velikost
vstupniho vektoru je tedy 224 a cilovy vektor ma velikost 32. Jako ptiznaky byly pro prvni
pokus zvoleny priimér hodnot pixelii hranového obrazku s kolmymi hranami a primér hodnot
pixeld hranového obradzku s vodorovnymi hranami. Byla naucena uméld neuronova sit’ s
dvéma vrstvami. Testovanim byla zjisténa uspésnost piiblizné 93 %, ale tuto hodnotu je tfeba
brat s rezervou, protoze testovaci sada je pomérné mala.

Vyhoda toho systému pifi pouziti umélych neuronovych siti je generalizace. To
znamena, ze neuronova sit' v piipadé vhodné konfigurace a dobrého nauceni zareaguje
spravnym zpisobem na novou informaci a zatadi ji s velkou pravdépodobnosti do spravné
ttidy. Bude-li na vstupu obrazek auta s riznymi dopliky, pak je velké pravdépodobnost, ze ho
sit’ klasifikuje do spravné tfidy i kdyZz na tento obrazek nikdy pted tim ,,nevidéla“.

6 ZAVER

Podafilo se navrhnout a implementovat systém pro automatické rozpoznani auta
z obrazku s relativné dobrou uspéSnosti. Je vSak potieba vytvofit vetsi trénovaci a testovaci
sadu a také zkusit vice moznych ptiznakl a vyhodnotit tak, které ptiznaky jsou nejvhodné;jsi.
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